EVALUACIC)N DE LOS SUPUESTOS
ESTADISTICOS DEL MODELO

La evaluacion de los supuestos estadisticos del modelo desempena
un papel fundamental en el andlisis estadistico y en la inferencia
adecuada a partir de los datos. Al ajustar un modelo estadistico,
como la regresion lineal o el analisis de varianza, es necesario asumir
ciertas condiciones que garantizan la validez y confiabilidad de los
resultados obtenidos. Estos supuestos son requisitos clave para que
los estimadores sean no sesgados y eficientes, y para que las
inferencias realizadas a partir del modelo sean validas.

La evaluacion de los supuestos estadisticos implica examinar si se
cumplen las condiciones necesarias para que el modelo funcione
correctamente. Estos supuestos abarcan diferentes aspectos, como
la linealidad de la relacion entre las variables predictoras y la variable
respuesta, la normalidad de los errores, 1a homocedasticidad (es
decir, la constancia de la varianza de los errores), la independencia
de los errores y la ausencia de multicolinealidad entre las variables
predictoras.

Al verificar cada supuesto, es posible identificar problemas
potenciales que podrian afectar la interpretacidn de los resultados y
la toma de decisiones basada en el modelo. La falta de cumplimiento
de uno o varios supuestos puede conducir a estimaciones sesgadas,
intervalos de confianza incorrectos y pruebas de hipotesis
inapropiadas. Por lo tanto, es esencial realizar una evaluacidn
rigurosa de los supuestos estadisticos antes de confiar en los
resultados del modelo.

Supuesto 1: Linealidad
El supuesto de linealidad establece que la relacion entre las variables
predictoras y la variable respuesta es lineal en el modelo estadistico.



1. Explicacidn del supuesto de linealidad:
En el andlisis estadistico, asumimos que la relacién entre las
variables predictoras y la variable respuesta sigue una relacion
lineal. Esto implica que los cambios en las variables predictoras se
asocian con cambios proporcionales en la variable respuesta.

2. Importancia de verificar este supuesto:
La violacion del supuesto de linealidad puede llevar a estimaciones
sesgadas y resultados incorrectos. Verificar este supuesto nos ayuda
a asegurarnos de que el modelo captura adecuadamente la relacion
entre las variables.

3. Grafico de dispersidn como ejemplo visual:
El grafico de dispersion puede ayudar a visualizar si la relacion
parece seguir una forma lineal o si es necesario considerar
transformaciones de variables.

L. Recomendaciones para verificar la linealidad:
Analizar graficamente la relacion entre cada variable predictora y la
variable respuesta. Observar patrones en los graficos de dispersion y
buscar indicios de no linealidad, como curvas, agrupamientos o
patrones irregulares.

Supuesto 2: Normalidad

El supuesto de normalidad es uno de los supuestos fundamentales
en el andlisis estadistico, especialmente en modelos paramétricos
como la regresidn lineal. Este supuesto establece que 1os errores del
modelo siguen una distribucién normal. En otras palabras, se asume
que los residuos o las diferencias entre los valores observados y los
valores predichos se distribuyen simeétricamente alrededor de cero,
siguiendo una distribuciéon de campana.

La normalidad de los errores es importante porque permite realizar
inferencias estadisticas mds soélidas y precisas. Ademas, muchos
métodos de estimacidn y prueba de hipdtesis se basan en supuestos
de normalidad, como la distribucién normal de los estimadores de
los coeficientes y la construccidén de intervalos de confianza
adecuados.



Existen varias pruebas estadisticas comunes utilizadas para evaluar
la normalidad de los errores en un modelo:

e Prueba de Shapiro-Wilk: Esta prueba estadistica comprueba si
una muestra de datos sigue una distribucidon normal. Se basa
en la idea de que si los datos siguen una distribucion normal,
entonces los valores ordenados se distribuirdn de manera
similar a los valores esperados para una distribucién normal.

e Prueba de Kolmogorov-Smirnov: Esta prueba compara la
distribucidon empirica de los datos con una distribucién teorica,
generalmente la distribucién normal. Evalua si hay diferencias
significativas entre las dos distribuciones.

e Prueba de Anderson-Darling: Similar a la prueba de
Kolmogorov-Smirnov, la prueba de Anderson-Darling compara
la distribucidn empirica con una distribucién tebrica, y
proporciona una medida de bondad de ajuste que se utiliza para
evaluar la normalidad.

Estas pruebas estadisticas proporcionan valores de p que indican la
probabilidad de obtener los resultados observados si 1a distribucion
de los errores no es normal. Un valor de p alto indica que no hay
suficiente evidencia para rechazar la hip6tesis nula de normalidad.
Ademas de las pruebas estadisticas, un grdfico de cuantiles
normales o grafico Q-Q (Quantile-Quantile) es una herramienta
visual util para evaluar la normalidad. El grafico Q-Q compara los
cuantiles observados de una muestra con los cuantiles esperados
para una distribucién normal. Si los puntos en el grafico siguen
aproximadamente una linea recta, indica una buena aproximacion a
la normalidad. Desviaciones sistematicas o patrones curvilineos en
el grafico pueden indicar una falta de normalidad.

En resumen, el supuesto de normalidad en el modelo establece que
los errores siguen una distribucion normal. Para evaluar la
normalidad, se pueden utilizar pruebas estadisticas como Shapiro-
Wilk, Kolmogorov-Smirnov o Anderson-Darling. Ademas, 1os graficos
de cuantiles normales o graficos Q-Q proporcionan una
representacion visual de la normalidad de los errores. Verificar la
normalidad de los errores es esencial para asegurar la validez y



confiabilidad de los resultados estadisticos obtenidos a partir del
modelo.

Supuesto 3: Homocedasticidad

La homocedasticidad, también conocida como homogeneidad de
varianzas, es un concepto estadistico importante que se aplica en el
analisis de regresion y en el analisis de varianza (ANOVA). Se refiere
a la suposicién de que las varianzas de los errores en un modelo
estadistico son constantes en todos los niveles de las variables
predictoras.

En un modelo de regresion, la homocedasticidad implica que la
dispersion de los errores no depende de los valores predichos por el
modelo. Es decir, las diferencias entre los valores observados y los
valores predichos se distribuyen de manera constante en todos los
niveles de las variables predictoras. Esto se ilustra graficamente
mediante una dispersién uniforme de los residuos alrededor de la
linea de regresion.

Cuando se viola la suposicion de homocedasticidad, se dice que
existe heterocedasticidad. Esto significa que la varianza de los
errores no es constante en todos los niveles de las variables
predictoras, 1o que puede tener implicaciones importantes en el
andlisis estadistico. La presencia de heterocedasticidad puede
afectar la precision de los estimadores de regresidn, producir
intervalos de confianza incorrectos y llevar a conclusiones errneas
en cuanto a la significancia estadistica de los coeficientes.

Existen diferentes métodos para detectar la presencia de
heterocedasticidad en un modelo de regresion. Uno de 1os enfoques
mas comunes es el analisis grafico de los residuos, donde se examina
si hay algun patron sistematico en la dispersion de 1os residuos en
funcidén de los valores predichos o de otras variables predictoras.
Ademas, se pueden utilizar pruebas estadisticas, como la prueba de
White o la prueba de Goldfeld-Quandt, para evaluar formalmente la
presencia de heterocedasticidad.



Si se encuentra evidencia de heterocedasticidad, es posible que sea
necesario tomar medidas correctivas. Algunas estrategias comunes
incluyen la transformacién de variables, como la transformacidn
logaritmica, para lograr una mayor homogeneidad de varianzas.
También se pueden utilizar métodos de regresion robusta que no
dependen de la suposicion de homocedasticidad, como la regresion
de minimos cuadrados ponderados o la regresidon robusta de M-
estimacion.

En resumen, 1a homocedasticidad es una suposicién importante en
el andlisis estadistico que implica que las varianzas de los errores
son constantes en todos los niveles de las variables predictoras. La
presencia de heterocedasticidad puede afectar la validez de los
resultados del andlisis de regresiobn y requiere atencién y
consideracion adecuadas.

Supuesto 4: Independencia de errores

En el contexto de 1a modelizacidn estadistica, los errores representan
las discrepancias entre los valores observados y los valores
predichos por un modelo. Estos errores pueden ser causados por
diversas fuentes, como la variabilidad aleatoria inherente a los datos
o factores no considerados en el modelo. La independencia de los
errores implica que el valor de un error no proporciona informacion
sobre el valor de otro error en el mismo conjunto de datos.

La suposicidon de independencia de los errores es esencial para la
validez de muchos métodos estadisticos y modelos. Por ejemplo, en
el analisis de regresion lineal, se asume que los errores son
independientes y siguen una distribucidon normal. Esta suposicion es
necesaria para realizar inferencias estadisticas adecuadas, como la
estimacidn de los coeficientes de regresion y la construccidn de
intervalos de confianza.

Cuando los errores no son independientes, pueden surgir problemas
en la interpretacidn de los resultados y en las inferencias realizadas.
Por ejemplo, si los errores estan correlacionados positivamente,
puede haber una subestimacién de la wvarianza Yy una
sobreestimacién de la significancia de los coeficientes de regresion.



Por otro lado, si 1os errores estan correlacionados negativamente,
puede ocurrir una sobreestimacién de la varianza y una
subestimacion de la significancia.

Existen diversas técnicas y métodos para detectar la presencia de
correlacién entre los errores, como el andlisis de residuos y las
pruebas estadisticas especificas. Si se encuentra evidencia de
dependencia entre los errores, es posible que sea necesario ajustar el
modelo o considerar técnicas mas avanzadas que tengan en cuenta
dicha dependencia.

Es importante tener en cuenta que la independencia de los errores es
una suposicién y, en la practica, puede ser dificil de verificar por
completo. Sin embargo, es necesario considerar esta suposicion y
evaluar su validez en cada andlisis estadistico para garantizar
resultados confiables y correctas inferencias.

En resumen, la independencia de los errores es un concepto clave en
el andlisis estadistico y modelizacion de datos. Supone que los
errores no estan correlacionados entre si, 1o cual es fundamental
para realizar inferencias estadisticas adecuadas. Si los errores no
son independientes, puede afectar la interpretacion de los resultados
y es hecesario tomar medidas para abordar esta dependencia.

Supuesto 5: Multicolinealidad

La ausencia de multicolinealidad es otro concepto importante en el
analisis de datos y en la estadistica. Se refiere a la condicion en la
que no existe una alta correlacidn entre las variables predictoras en
un modelo estadistico.

La multicolinealidad se produce cuando hay una correlacidn fuerte o
perfecta entre dos o mas variables predictoras en un modelo. Esto
puede plantear problemas en la interpretacion de los resultados y en
la precisién de las estimaciones de los coeficientes de regresion.
Cuando hay multicolinealidad, se vuelve dificil distinguir el efecto
individual de cada variable sobre la variable de respuesta, ya que
estas variables se encuentran altamente interrelacionadas.



La ausencia de multicolinealidad es importante en varios contextos
estadisticos, especialmente en el andlisis de regresion. En un modelo
de regresion lineal multiple, se asume que no hay multicolinealidad
entre las variables predictoras. Esto permite una interpretacién mads
clara de los coeficientes de regresion y una evaluacién mas precisa
de la contribucién de cada variable al modelo.

La presencia de multicolinealidad puede tener varios efectos no
deseados. Uno de ellos es que puede dificultar 1a identificacion de la
importancia relativa de cada variable independiente en 1a explicacidn
de la variable dependiente. En presencia de multicolinealidad, las
estimaciones de los coeficientes de regresidbn pueden volverse
inestables y altamente sensibles a cambios en los datos de entrada.
Ademas, puede ser dificil realizar inferencias estadisticas adecuadas
y construir intervalos de confianza confiables.

Es importante detectar y abordar la multicolinealidad en el andlisis
de datos. Existen diversas técnicas para evaluar la presencia de
multicolinealidad, como el cdlculo de la matriz de correlacidon entre
las variables predictoras, 1a inspeccidn de los valores propios y los
vectores propios en el andlisis de componentes principales, asi como
la utilizacidon de medidas como el factor de inflacidon de la varianza
(VIF, por sus siglas en inglés).

En caso de detectar multicolinealidad, existen diferentes enfoques
para abordar este problema. Algunas opciones incluyen la
eliminaciobn de una o mds variables predictoras altamente
correlacionadas, la combinacidn de variables en nuevas variables o
la transformacion de las variables originales. También se pueden
utilizar métodos de seleccion de variables mds avanzados, como la
regresion de componentes principales o la regularizacién (por
ejemplo, la regresidn Ridge o Lasso), que pueden ayudar a mitigar
los efectos de la multicolinealidad.



Ausencia de influencia externa

Es un supuesto importante al realizar analisis estadisticos,
especialmente en modelos de regresion. Se refiere a la condicidn en
la que no hay observaciones atipicas o influyentes que tengan un
impacto desproporcionado en los resultados del modelo.

Cuando una observacidn es considerada influyente, significa que su
inclusiéon o exclusion del conjunto de datos puede alterar
significativamente los resultados del modelo. Estas observaciones
pueden tener un efecto desproporcionado en los coeficientes de
regresion, en la precision de las estimaciones y en las inferencias
estadisticas.

La deteccidn de influencias extremas se puede realizar a través de
varios métodos y técnicas. Algunas de las herramientas comunes
utilizadas para evaluar la influencia extrema incluyen:

1. Graficos de residuos estandarizados: Estos graficos permiten
identificar observaciones que tienen residuos estandarizados
con valores absolutos altos. Las observaciones con residuos
estandarizados mayores que 2 0 menores que -2 a menudo se
consideran candidatas a influencias extremas.

2. Distancia de Cook: La distancia de Cook es una medida que
cuantifica el impacto de una observacion en 1os coeficientes de
regresion. Las observaciones con valores de distancia de Cook
mayores que 1 son dgeneralmente consideradas como
influyentes.

3. Graficos de distancia de Cook: Estos graficos permiten
visualizar las observaciones influyentes en relacidon con su
distancia de Cook. Las observaciones que estdn
significativamente alejadas de las demas pueden indicar
influencia extrema.

4. Leverage o apalancamiento: El leverage mide la influencia de
una observacion en la forma del modelo. Las observaciones con
un leverage alto se consideran como posibles candidatas a
influencias extremas.
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Ausencia de influencia externa

Una vez que se detectan las observaciones influyentes, es
importante evaluar su impacto en los resultados del modelo. Esto
puede implicar realizar andlisis de sensibilidad, como ajustar el
modelo sin la observacion influyente y comparar los resultados, o
calcular estadisticas de influencia, como los valores de Hat o de
DFBETA, para cuantificar el efecto de cada observacién en los
coeficientes de regresion.

Si se identifican observaciones influyentes que tienen un impacto
significativo en el modelo, puede ser necesario considerar su
exclusion del andlisis o realizar transformaciones de 1os datos para
mitigar su influencia.

La ausencia de influencia extrema es un supuesto importante en el
andlisis estadistico, especialmente en modelos de regresion. La
deteccidn y evaluacién de observaciones influyentes se realiza
mediante el uso de herramientas como grdficos de residuos
estandarizados, distancia de Cook y Leverage. Identificar y tratar
adecuadamente las observaciones influyentes ayuda a garantizar la



validez y confiabilidad de los resultados obtenidos del modelo
estadistico.

No autocorrelacidn

El supuesto de no autocorrelacién, también conocido como
independencia delos errores, es importante en el andlisis estadistico,
especialmente en modelos que involucran datos secuenciales o
series temporales. Se refiere a la ausencia de correlacidon sistematica
entre los errores en diferentes observaciones.

La autocorrelacion se produce cuando hay una correlacion entre 1os
errores en el tiempo, 1o que implica que la estructura de dependencia
de los errores no se ajusta al supuesto de independencia. La
autocorrelacion puede ser positiva, 10 que indica que los errores
estan correlacionados positivamente entre si, o puede ser negativa,
lo que indica una correlacidon negativa entre los errores.

La deteccidn de autocorrelacidon se puede realizar utilizando diversas
técnicas, como graficos de autocorrelacidon de los residuos, pruebas
estadisticas especificas y andlisis de funciones de autocorrelacion
parcial. Algunas de las pruebas comunes utilizadas para evaluar la
autocorrelacion incluyen la prueba de Durbin-Watson, la prueba de
Ljung-Box y la prueba de Breusch-Godfrey.

Si se detecta autocorrelacion, es importante abordar este problema,
ya que puede tener implicaciones en la validez de los resultados y en
las inferencias estadisticas. Algunas estrategias para manejar la
autocorrelacion incluyen:

1. Transformacion de los datos: En algunos casos, 1a aplicacidn de
transformaciones a los datos puede ayudar a reducir o eliminar
la autocorrelacidn. Por ejemplo, 1a transformacién de Box-Cox
o la diferenciacién de los datos pueden ser utiles para lograr
una estructura de errores mas independiente.

2. Inclusién de variables adicionales: En algunos casos, la
inclusién de variables adicionales en el modelo puede capturar
la estructura de autocorrelacion y ayudar a reducir la
correlacidn residual. Estas variables pueden ser rezagos de la
variable dependiente o variables exégenas relevantes.



3. Modelos autorregresivos (AR) o de media movil (MA): En el caso

de datos secuenciales o series temporales, 1os modelos AR y MA
pueden ser utilizados para capturar la estructura de
autocorrelacion y mejorar la independencia de los errores.
Estos modelos incorporan términos autorregresivos o de media
mavil en el andlisis.

Modelos de errores correlacionados: En algunos casos, es
posible utilizar modelos que permiten explicitamente la
correlacién entre los errores, como los modelos de series
temporales autorregresivas de media mévil (ARMA) o los
modelos de series temporales autorregresivas integradas de
media movil (ARIMA). Estos modelos son utiles cuando la
autocorrelacion es mas compleja y no puede ser abordada
mediante transformaciones simples o la inclusidén de variables
adicionales.

Es importante tener en cuenta que la autocorrelacién puede tener
implicaciones en la precision de las estimaciones y en las pruebas de
hipdtesis. Si se detecta autocorrelacidn, es necesario realizar ajustes
apropiados en el modelo y considerar métodos de estimacion
robustos que tengan en cuenta esta dependencia.

El supuesto de no autocorrelacion es importante en el andlisis
estadistico, especialmente en modelos que involucran datos
secuenciales o series temporales. La deteccidn y evaluaciéon de
la autocorrelacién se realizan mediante diversas técnicas y
pruebas estadisticas. Si se encuentra autocorrelacién, se deben
aplicar estrategias adecuadas para abordar el problema, como
transformaciones de datos, inclusidén de variables adicionales o
uso de modelos autorregresivos o de media movil. Considerar
la autocorrelaciéon mejora la validez y confiabilidad de los
resultados obtenidos del modelo estadistico.
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